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Tiivistelméa

Jatkuvatoimisen ympéristomelun mittaamisen suuri haaste on ollut eri déni-
lahteiden osuuksien erottelu mittauksen aikana vallinneesta kokonaisédénitasosta.
Yleensd mittaus suoritetaan selkeisti osoitettavissa olevan melulihteen vuoksi ja
lopputuloksesta pyritddn poistamaan muiden meluldhteiden vaikutus. Ajallisesti
Iyhyessa mittaustapahtumassa mittaaja voi todentaa tilanteen joko kuuntelemalla
mittaushetkelld tai tallennetusta dédnestd jilkikiteen. Olemme toteuttaneet hahmon-
tunnistukseen perustuvan luokittelualgoritmin d4nitasomittariin ja testanneet sitd
useissa eri kohteissa. Tédssd paperissa kerromme uudesta dénitasomittarikonseptista,
siithen toteutetusta opetetusta luokittelijasta ja luokittelijan suorituskyvysti pilottitut-
kimuksemme aikana. Lisdksi kerromme kohtaamistamme haasteista ja ratkaisuista
niihin.

1 JOHDANTO

Ympiristomelua syntyy monista ihmisen toimista, ty0ssi ja vapaa-aikana. Tyypillisid
ympdéristomelulihteitd ovat lentokentit, ampumaradat, satamat ja kivenmurskaamot.
Aiini saattaa kuulua sopivissa olosuhteissa jopa kymmenien kilometrien pizhin niisti
meluldhteistd. Sdd vaikuttaa merkittdvisti melun levidmiseen [1]] ja sdiin vaikutuksen
aitheuttaman &dédnitasojen vaihtelun selvittimiseksi melua tulee seurata riittdvén pitkdan
[2], tai kédyttad statistiikkaan perustuvaa ympéristomelumallia, jolla keskiddnitason lisdksi
myos vaihtelun suuruusluokka voidaan arvioida [3, 4]].

Melun pitkiaikaisessa seurannassa on useita ongelmia: arvokkaita mittalaitteita ei voi
sitoa yhteen kohteeseen pitkiksi aikaa ja yksittdinen mittauspiste ei useinkaan ole hyvi
edustamaan koko naapuruston dédnitasojen vaihtelua. Yksi haastavimmista ongelmista
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Kuva 1: Kohteen automaattisen ddnitunnistamisen lohkokaavio.

on kuitenkin, miten erottaa mittausdatan joukosta ne ddnitasolukemat, jotka eivét ole pe-
rdisin seurattavasta meluldhteestd. Jos seurattava melulihde tuottaa merkittidvasti muuta
ympdristomelua suurempia dénitasoja, on ddnitasoon perustuva luokittelu aivan riitté-
vi. Asuinympiristdssd syntyy usein ihmisen harrastetoiminnastakin (ruohonleikkurit,
moottorisahat, painepesurit, lehtipuhaltimet) hetkellisesti suuria dénitasoja, jotka voivat
vaikuttaa mittaustulokseen. Yhtend ratkaisuna on kéytetty ddnisignaalin tallentamista
ddnitasojen tallentamisen lisdksi, jolloin mittauksista voidaan jalkikidteen kuuntelemalla
todentaa, mitki ajanhetket edustavat kohdetta. Ainilihteiden luokittelu ajallisesti pitkisti
ddnitallenteista kuuntelemalla on kuitenkin erittdin tyOlistd ja esitimme tdsséd paperissa
konseptin, joka perustuu opetettuun luokittelualgoritmiin. Algoritmi erottelee mittaussig-
naalista seurattavan melulidhteen aiheuttamat dédnitasot muista ympéaristomelulédhteista.
Menetelmin yksityiskohtaisempi kuvaus 10ytyy julkaisusta Maijala et al. 2018 [5]]. Li-
sdksi kerromme, minkilaisia haasteita olemme kokeneet timén uuden mittauskonseptin
pilotoinnissa ja miten olemme onnistuneet niitd ratkomaan.

2 METODI

Tissd kohteiden automaattiseksi tunnistamiseksi ehdottamassamme menetelméssid melu-
lahteet jaetaan kahteen luokkaan. Tarkasteltavan meluldhteen d4dnet kuuluvat luokkaan
kohdemelu ja muut ddnisignaaliin summautuvat ddnet kuuluvat luokkaan raustamelu.
Kohdemeluun voi kuulua useita, hyvinkin erityyppisid heritteitd, kuten moottoridénid,
prosessiddnid ja hilytysddnid. Taustameluun kuuluvat ihmisen tuottamien heritteiden,
kuten liikenne, lisdksi luonnonéénet: tuuli, sade, ukkonen ja linnut.

Kohteen heritteiden aktiivisuus analysoidaan jatkuvasta ddnisignaalista tekemilld binda-
rinen luokittelu taustamelun ja kohdemelun vélilld. Samasta d4nisignaalista lasketaan
myo6s melua karakterisoivat suureet, kuten A-painotettu ekvivalenttififinitaso.

Tunnistusmenetelméssi on kaksi vaihetta: opetusvaihe ja seurantavaihe (katso kuva ).
Opetusvaiheessa akustiset mallit opetetaan manuaalisesti annotoitujen ddnindytteiden
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Kuva 2: Esimerkki kohteen tunnistamisesta luokittelijalla. Ylimmaissi osiossa spekt-
rogrammi ja seuraavassa vastaava annotointi. Liikenne kuuluu luokkaan taustamelu,
kun taas murskain- ja hilytindanet kuuluvat luokkaan kohde. Kolmas osio havainnollis-
taa kohteen tunnistamistodennikdisyyden ja nédyttdd paatdskynnyksen. Alimmassa on
jarjestelmén tunnistustulos.

avulla. Seurantavaiheessa opetettuja akustisia malleja kiytetddn tunnistamaan kohdemelu.
Kuvassa[2] on esimerkki kohteen tunnistamisesta. Opetusalgoritmi tarvitsee ainoastaan
kohdemelun annotoinnin, mutta kuvassa on annotoitu myos taustamelu (litkenne), jotta
jarjestelmén toiminta olisi helpommin ymmarrettivissa.

2.1 AKkustinen piirreanalyysi

Akustinen piirreanalyysi muuttaa d4nisignaalin redusoituun esitysmuotoon joka soveltuu
paremmin akustisen mallin opettamiseen. Ehdottamassamme menetelméssd kiaytimme
piirteind joko meli-kepstrikertoimia (MFCC) [6] tai niiden dekorreloimatonta muotoa,
log-mel —energiaspektrid. MFCC-piirreanalyysimenetelmi on alunperin kehitetty pu-
heentunnistukseen [7]], mutta se on osoittautunut hyvin toimivaksi menetelmiksi myo6s
muissakin ddnenkisittelyyn liittyvissid sovelluksissa kuten yleisessd @dnitapahtumien
tunnistuksessa [8]]. Menetelmissi dédnisignaali analysoidaan lyhyissi laskentakehyksis-
sd (esimerkiksi 100 ms) siten, ettd perdttidiset kehykset peittivét toisensa 50 %. Las-
kentakehykset ikkunoidaan Hamming-ikkunalla ja kehyksen dédnelle lasketaan spektri
kéyttden diskreettid Fourier-muunnosta. Saatu spektri skaalataan kédyttden logaritmista
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meli-asteikkoa, joka mukailee ihmisen kykyé havainnoida dinenkorkeutta taajuuden
funktiona. Spektrin logaritmi-arvot muutetaan diskreetilld kosinimuunnoksella (DCT)
meli-kepstriksi, jonka kertoimia yleisesti kutsutaan MFCC-piirteiksi. Signaalienergia
mallintuu ensimméiseen kertoimeen tissd esitysmuodossa, joten timé kerroin tiputetaan
menetelmissdmme pois piirrevektorista, jotta jarjestelmai olisi invariantti havaittavien -
nildhteiden etdisyyden suhteen. Piirteiden ajallinen muutos otettiin huomioon laskemalla
ensimmadisen ja toisen kertaluvun delta-kertoimet.

2.2 Ohjattu oppiminen

Tutkimme kahden tyyppisid ohjattuja luokittelijoita: normaalijakaumiin perustuvaa se-
koitemallia (Gaussian Mixture Model, GMM), joka edustaa generatiivista luokittelijaa
ja keinotekoista neuroverkkoa (artificial neural network, ANN), joka edustaa erottele-
vaa luokittelijaa. Opetusvaiheessa ohjattu oppiminen vaatii manuaalisesti annotoituja
opetusesimerkkejd. Tarkkailuvaiheessa tunnistus tehddin yhden sekunnin segmenteissa
kayttden aikaisemmin opetettua luokittelijaa.

GMM-pohjainen luokittelija mallintaa luokan piirrevektorien jakaumaa usean normaali-
jakauman painotettuna summana [9]]. Jokaiselle luokalle estimoidaan opetusmateriaalin
perusteella oma GMM-malli opetusvaiheessa iteratiivisesti odotusarvon maksimoivalla
EM-algoritmilla. Tarkkailuvaiheessa luokitus tehdddn suurimman uskottavuuden esti-
maattorilla: ddnisyotteen akustisille piirteille lasketaan luokkakohtainen uskottavuus ja
luokittelu tehdddn luokkaan, joka antoi suurimman uskottavuuden.

ANN-luokittelija estimoi funktiota, joka antaa halutun luokittelu-tuloksen tietylla syot-
teend kiytettidvilld piirrevektorilla [[10]. Tutkimme kahta erityyppistd neuroverkko-
rakennetta: yksinkertaista monikerroksista perseptroniverkkoa (MLP) ja hieman mo-
nimutkaisempaa konvoluutioneuroverkkoa (CNN). MLP-verkkorakenne koostuu useam-
paan kerrokseen sijoitetuista keinotekoisista neuroneista, jotka on yhdistetty toisiinsa
tdysin. CNN-verkkorakenne puolestaan koostuu eteenpéin kytketyistd konvoluutioker-
roksista, jotka ovat erikoistuneet kaksiulotteisten muotojen tunnistamiseen spektrogram-
mista. Luokittimen parametrit opetetaan kiyttien opetusesimerkkeji, jotka sisdltavit
syotteend kdytettdvin piirrevektorin ja halutun binddrisen tulosvektorin, jossa aktiivi-
nen luokka on indikoitu. Opetuksessa verkon parametreja optimoidaan iteratiivisesti
minimoimalla virhefunktio halutun tulosvektorin ja verkon todellisen tulostiedon vililla.
Tarkkailuvaiheessa luokitus tehdéén syottamailld dinisyotteen akustiset piirteet verkolle
ja valitsemalla suurimman aktivaatiotuloksen tuottava luokka.

3 TULOKSET

Ensimmadinen pilottitestimme kohteena olivat Eurajoella sijaitsevan kivenmurskaamon
meluldhteet: kivenmurskaamon liikkuvat tyokoneet ja murskaimien melu. Kivenmurs-
kaamosta ldhimmén asuinrakennuksen etédisyydelle sijoitettu sensori tallensi kivenmurs-
kaamomelun liséksi ldheisen vilkasliikenteisen tien liikennemelua, joka luokiteltiin
taustameluksi (katso kuva[2)).
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Toinen evaluointikohteemme oli musiikkimelu. Hangon huvivenesataman eli itdisen
sataman alueella on useita ravintoloita, joissa kesdaikana soi musiikki. Alueella on myos
asumiskdytossi olevia rakennuksia. Pilottitestissimme arvioimme n. 50 metrin padssi
ldhimmasti ravintolasta sijaitsevan sensorimme suorituskykyi kohdemeluna musiikki.
Ravintolan ja yksityisasunnon seinédédn asennetun sensorin vilissd on autotie ja erityisesti
kesiisin suosittu ulkoilualue.

3.1 Kivenmurskaamomelu

Kohteessa tallennettiin déntd kolme minuuttia kymmenen minuutin vilein ja kahden
pdivin mittausdata (432 min) annotoitiin manuaalisesti evaluointioa varten. Evaluointi
tehtiin kdyttden ristiinvalidointia siten, ettd vuorollaan kumpikin piivé oli opetusmate-
riaalina ja testimateriaalina. Kohdedineni oli kaikki kivenmurskaamon tuottama melu.
Pédasiallisia meluldhteitd murskaamossa olivat kiinteit ja siirreltdvit kivenmurskaimet,
sekd erilaiset maansiirtokoneet.

Jarjestelmidn komponentteja arvioitiin yksittédin piirteiden ja luokittelijoiden valitsemisek-
si. Aluksi testasimme parametreji MFCC-piirteille ja timin jdlkeen arvioimme kahden
luokittimen (GMM ja MLP) suorituskykyid. Tulokset on esitetty taulukossa|l| valitut
arvot lihavoituna ja piirteiden irrotuksen laskennalliset vaatimukset suhteena reaaliaika-
laskentaan. Tunnistustehokkuuden lisdksi on esitetty arvioitu laskenta-aika (piirteiden
irrotusaika) suhteessa sensorin raudan reaaliaikalaskentakapasiteettiin. Kepstrikertoimien
lukuméérii vaihtelemalla saatiin pieni vaikutus luokittelijan suorituskykyyn.

Taulukko 1: Tulokset akustisen piirreanalyysin evaluoinnista.

Tarkasteltava muuttuja Muuttujan arvo ‘ F-arvo ‘ Piirteiden irrotusaika
Kertoimien lukumééra 8 92.6 0.51x
13 92.7 0.51x
20 92.7 0.51x
Aikatason dynamiikka MFCC 92.7 0.51x
MFCC+ A 93.1 0.51x
MFCC+ A + AA | 91.7 0.51x
Aikatason suodin Ilman suodinta | 93.1 0.51x
Esikorostus 88.5 0.54x
A-suodin 93.0 0.64x
Laskentakehyksen pituus 50 ms 89.8 0.99x
100 ms 93.1 0.51x
200 ms 91.4 0.27x

GMM-luokittelijaa kdytettdessd keptrikertoimien méadrdksi valittiin 13, silld tdlld maaralla
saadaan sama suorituskyky kuin 20 keptrikertoimella, mutta pienemmailléd laskennalli-
sella kuormalla. Paras suorituskyky tutkituissa aikatason piirreyhdistelmissid saadaan
kayttamilld melikertoimia ensimmadisen kertaluvun delta-kertoimien kanssa. Toisen ker-
taluvun delta-kertoimet eivit lisdnneet suorituskykyé, luultavasti koska laskentakehyksen
pituus oli melko suuri (100 ms) ja ensimmadisen kertaluvun delta-kertoimet kattoivat
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Kuva 3: Sensorille suunniteltiin akustista BEM-mallinnusta hyodyntdmdilld kotelo, joka
suojaa fyysisesti mikrofonin ja vddristédd mahdollisimman véhdn dédniaaltoa.

aikatason dynamiikkaa jo 500 ms. Tulosten perusteella aikatason suodinten (A-painotus
[L1] ja esikorostus [9]) ei ole perusteltua. Laskentakehyksen pituus on selvisti tirkein
laskenta-aikaan vaikuttava muuttuja. Paras luokittelukyky reaaliaikalaskennassa saadaan
100 ms:n laskentakehyksell&.

Taulukossa [2] on esitetty tulokset luokittelijoille erilaisilla parametreilla. Taulukossa
parametri M/ on GMM-luokittelijassa kédytettyjen normaalijakaumien lukumiéréd ja MLP-
luokittelijassa vastaavana muuttujana on a X b, joka médrittdd neuroverkon rakenteen
niin ettd on b piilokerrosten lukumééré ja a on neuronien méérd néissi piilokerroksissa.

Taulukko 2: Tulokset kivenmurskaamomelun luokittelijatestistd

Luokittelija Parametrit | F-arvo | Luokitteluaika

GMM M=1 79.5 0.10x
M=2 87.0 0.10x
M=4 92.5 0.10x
M=8 92.8 0.11x
M=16 93.1 0.12x
M =32 93.4 0.14x
MLP 10x2 90.4 0.10x
30x2 93.4 0.10x
50x2 93.8 0.11x
100x2 93.8 0.12x

MLP-luokittelijalla saadaan paras F'-arvo ja sen laskenta on nopeinta. Ero MLP- ja GMM-
luokittelijoiden vililld on kuitenkin melko pieni. Arvioitu luokitteluaika ei juurikaan riipu
mallin parametreista. Tama viittaa siihen, ettd suurin osa laskenta-ajasta menee yleisiin
operaatioihin, kuten piirteiden kopiointiin, jos verrataan todennékoisyyksien laskentaan
luokittelijalla. Laskenta-aikaa voitaisiin varmasti pienentédd edelleen optimoimalla koodia,
mutta timén tyon puitteissa se ei ollut tarpeen.
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Kuva 4: Sensori asennetaan standardin ISO1996-2:2007 mukaiselle tasaiselle pinnalle.

3.2 Musiikkimelu

Musiikkimelun tapauksessa evaluaatio keskittyi menetelmén kehittelyyn vaihtelevissa
melutilanteissa. Kohteessa oli mittausaikana kdynnissd musiikkifestivaali, jossa soitet-
tiin ddnekistd ulkoilmamusiikkia ja tdmé oli helppo havainnoida mittaussignaaleista.
Normaalisti kohteessa kuului kuitenkin sataman ravintoloiden terasseilta hieman hil-
jaisempaa musiikkia, joka puolestaan oli haastavampaa tunnistaa, johtuen mm. muista
ympiristodénistd, sekid vaihtelevista tuuliolosuhteista. Ndmaé kaksi tilannetta otettiin erik-
seen my0s huomioon evaluoinnissa. Kohteessa tehtiin mittauksia yhteensi 30 pdivii ja
tdastd materiaalista valittiin manuaalisesti kuuntelemalla kumpaankin tapaukseen kuvaa-
vat adanindytteet. Evaluoinnissa kdytettiin yhteensd 45 tuntia ddnimateriaalia, josta 15
tuntia valittiin ajalta, jolloin ravintolamusiikki oli mahdollisesti aktiivinen ja 30 tuntia
valittiin ajalta, jolloin musiikkifestivaali on kilynnissi. A#ninidytteiti valittaessa pidettiin
huoli siitd, ettd puolessa ndytteistd oli musiikki kuultavissa.

Piirteind kdytimme 40 ms ikkunoissa laskettuja log-mel —energiaspektrejd (128 me-
likaistaa). Kdyttamassamme CNN-luokittimessa on kaksi konvoloivaa kerrosta, jotka
koostuivat konvoluutiokerroksista (32 ja 64 painokerrointa sekd 33 konvoluutiokerneli)
ja kokoomakerroksesta (max-pooling), sekd yksi tdysin kytketty luokitinkerros (MLP-
verkko, 50 neuronia), joka tekee luokittelun konvoloivien kerrosten tiivistimén tiedon
pohjalta [12]]. Luokittelu ja evaluointi tehtiin 10 sekunnin segmenteissi.

Evaluointitulokset on nihtivissi taulukossa [Bl Evaluoinnit tehtiin kahdella eri metrii-
kalla: kohteeksi luokitellut kohdeheritteet (True positive rate, TPR), sekd tunnistustark-
kuudella. TPR kuvaa miten suuri osa musiikkia siséltdaviksi luokiteltujen 10 sekunnin
segmenteistd siséltidd oikeasti musiikkia. Tunnistustarkuus puolestaa kuvaa miten suuri
osa segmenteistd luokiteltiin oikein (musiikki-ei musiikkia). Ravintolamusiikin luokittelu
toimi odotetusti hieman huonommin kuin musiikkifestivaalin, mutta saavutettu suoritus-
kyky oli silti melko hyva. Kun kaikki data késiteltiin yhdessi ja jirjestelmé opetettiin,
sekd testattiin kummankin tyyppiselld materiaalilla, suorituskyky oli hyvi. Kun segmen-
tissd tunnistettiin aktiivista musiikkia, oli se ldhes 90 % oikea luokittelutulos. Vastaavasti
kaikista segmenteistd 86 % luokiteltiin oikein joko musiikkia tai pelkkédi taustamelua
sisdltdavaksi.
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Kuva 5: Esimerkkindkymid www-kayttoliittymastd. Oikealla, ylemmaissd kuvassa on
ajankohdan valintamahdollisuus. Vasemmalla ylhéilld nikyy kokonaistilanne kalenteri-
nidkymadssi: kunkin péivin ekvivalenttitaso virikoodattuna. Palkkindyttossd vasemmalla
alapuolella esitetidiin 10 minuutin ekvivalenttitasot siten, ettd vérilld ilmaistaan, kuinka
todennikoistd on kyseisen ddnen kuuluminen valitulle melunseurantakohteelle. Lisiksi
jokainen mittaus on kuunneltavissa (alhaalla oikealla).

Taulukko 3: Tulokset musiikkimelun luokittelijatestista

Tilanteen kuvaus \ TPR \ Tunnistustarkkuus

Ravintolamusiikki | 81.2 | 82.5
Musiikkifestivaali | 94.0 | 88.5
Yhdistetty | 89.5 | 86.4

4 DISKUSSIO

Julkiselle paikalle sijoitettu, danté tallentava mittalaite tuo mukanaan monia haasteita.
EU:n yleinen tietosuoja-asetus 2016/679 (engl. General Data Protection Regulation,
GDPR) edellyttdd tdimén kaltaiselta sovellukselta toiminnasta tiedottamista ja yksityisiltd
henkiloilti kirjallista lupaa heidén hallinnassaan olevalle alueelle sijoitettuna [13]]. Julki-
sella paikalla mittalaitteet joutuvat helposti ilkivallan kohteeksi ja herkkd mikrofoni on
vaikeimmin suojattavissa oleva komponentti, silld kaikenlaiset suojarakenteet muuttavat
my0s sen vastetta. Pilottikoettamme varten suunnittelimme akustista BEM-mallinnusta
hyodyntamilli kotelon, jossa mikrofoni on sijoitettu asennuspinnan ldhelle, suojaan kote-
lon taakse (kuva[3). Mallinnus- ja myShemmin mittaustulosten mukaan kotelo vadristdd
eri suunnista saapuvaa tasoaaltoa alle +3 dB taajuuksilla 504000 Hz ja vasteen suorista-
minen tehdéén tulosten késittelyn yhteydessd. Sensori asennetaan tasaiselle seindpinnalle,
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tai jos seind ei ole yhtendinen, mitoiltaan 0.5 mx0.7 m levyn pinnalle (kuva[). Ympi-
ristomelun mittausstandardin ISO1996-2:2007 mukaan seindpinnan tulee olla tasainen
(£5 cm) 1 metrin etdisyydelle mikrofonista [4]].

Mittauspisteessd tallennetut dédnitasolukemat voidaan suodattaa ndyttimééin ainoastaan
valitun kohteen tuottamat dénitaso. Konseptiin kuuluu www-kayttoliittymé, jossa tulok-
set voidaan esittdd limpokarttakalenterina, graafeina ja taulukoiduin lukuarvoin. Yksi
esimerkkindkyma esitetdén kuvassa[3

Pilotoinnissa kohdatut haasteet liittyvét pddasiassa langattomaan verkkoyhteyteen. Lan-
gattomat modeemit, mokkulat, aiheuttavat dataa ldahettdessidin voimakkaan hiiriosig-
naalin dénitallenteisiin ja koska etdisyydet pienen laitekotelon sisilld ovat millimetreja,
tulisi antenni ja analoginen osuus signaalitiestd suunnitella ja toteuttaa kokonaisuutena
hiirididen vilttamiseksi, kuten matkapuhelimissa. Pilotissamme ratkaisimme ongelman
rakentamalla modeemille virranohjauksen: modeemista katkaistaan virta pois mittausten
ajaksi. Tdmé sama ratkaisu auttoi toipumaan my0ds mobiiliverkon katkoksista, joiden
jdlkeen modeemi jdd usein tilaan, josta se toipuu ainoastaan katkaisemalla virta hetkeksi.

5 YHTEENVETO

Téssi artikkelissa osoitimme, ettd ymparistomelun monitorointia saadaan helpotettua ja
tehostettua kiyttamalld automaattista Idhteiden luokittelua ja ettd luokittelun voi siirtdi
melusensorin tehtdviksi. Kerroimme my06s uudenlaisten melusensoreiden toteutuksesta
ja niiden pilvipalvelukytkennistd. Melusensori on mahdollista toteuttaa edullisilla kom-
ponenteilla, mikd mahdollistaa my6s niiden lukumiirédn lisddmisen ja lopputuloksena on
yksityiskohtaisempi melukartta.

Luottokortin kokoinen Raspberry Pi1 —tietokone osoittautui riittdvin tehokkaaksi auto-
maattiselle 1dhteiden luokittelulle. Esittelimme akustisen BEM-mallinnuksen avulla suun-
nitellun ja 3D-tulostetun kotelon, mutta olemme pilotoineet myos aurinkopaneeliversiota,
joka mahdollistaa tdysin langattoman mittaamisen [Sl].

Melulédhteen aktiivisuus havaittiin binédérisella luokittelijalla: taustamelu tai melulidhde.
Akustisina piirteind kédytettiin meli-kepstrikertoimia ja annotoitujen melutallenteiden
perusteella opetettuja luokittelijoita olivat GMM sekd ANN-luokittelijat MLP ja CNN.

Testasimme menetelmidmme suorituskykyd kohteina kivenmurskaamo- ja musiikkimelu.
Suorituskyky osoittautui riittdviksi: kvantitatiivisesti arvioituna, yhden sekunnin aikare-
soluutiolla, F'-arvo oli parhaalla luokittelijalla kivenmurskaamomelulle 93.8. Jarjestelma
toimi 50 pdivin ajan kivenmurskaamon ldhelli ja luokittelijan tulokset vastasivat oikein
hyvin murskaamon péiviarytmid. Musiikkimelu osoittautui haastavammaksi ja paras tun-
nistustarkkuus, 89 %, saavutettiin musiikkifestivaalin aikaan, jolloin musiikin d4nitaso
oli merkittdvisti muita ympériston ddnid suurempi. Pilotointi musiikkimelun osalta on
jatkunut yli vuoden ajan ja jatkuu edelleen.

Esittelimme my®0s toteuttamamme pilvipalvelun ja meluportaalin. Melusensorit ldhettivét
tulokset pilvipalveluun ja tulosten visualisointi, tilastollinen analyysi ja tietojen arkistoin-
ti tapahtuivat portaalissa. Tamai ldhestymistapa mahdollistaa jirjestelmin laajentamisen
kokonaisvaltaiseen melunhallintaan ja yksittdisen sensorin edullisuuden vuoksi reaaliai-
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kaisen melukartoituksen todellisella, mitatulla datalla. Titéd ldhestymistapaa kiyttiden,
luotettavuus, validiteetti ja ympéristomelun kartoitusten kattavuus lisdéntyvit merkitta-

vasti.
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